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Evolution

* Word alignment (précédent)
— attention input-output
—reseau a( ) calculant 'attention peu profond
 Attention is all you need
— attention input-input,
input-output, output-output
— beaucoup plus de profondeur S

I o—

— Aucune récurrence ~ EVERYONE GETS ATTENTION

— Plus facile a entrainer
 Gradient se propage bien
* Facilité a paralleliser (car non-séquentiel)

— Utilise le self-attention N



Multi-head : attentions combinees

plusieurs séries ( iiétes), a combiner

N 1 1 2 2 2 3 3 31
A 1 I
O(T?)
relations
lXO Xl X2 XO Xl X2 XO Xl X2 |

A / i ' /
mermes series en entrees

* Chaque téte peut apprendre des relations temporelles
différentes (+ grande flexibilite)
* Interpretabilite des résultats 25



Single-head : memoire associative

* Voir comme une meémoire associative,

version soft d’un dictionnaire Python

— clefs + valeurs

requeéte

— fonction de distance requeéte-clefs

Python : hard

<

KO VO
K1 V1 T 0.
KZ VZ
K3 V3

1

di

soft
K, Vi —— % 0.
K, V, —
K; Vs /
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Single-head : memoire associative

» Similarite cosinus (cosine distance)
» Utilisation du softmax pour les

ponderations |_1 MatVl ]

» Compacter toutes les requétes q; $ 1
: [ SoftMax |
dans une matrice Q N
— optimisation GPU pour matrice- UEESHER
matrice malgré le facteur O(T?) [Scas )
_ /QKT N[ vava )
Attention(Q, K,V ) = Softmax V

)
VAo ) 9



head. : Scaled Dot-Product Attention
e Self-attention :V =K =Q

(notation diverge du papier)

he‘adi

| \
sortie = Softmax (QK)V

5, o
—> dot ¥ N X

A » dot

Xew3jos

head.
1

[ Scaled Dot-Product )
Attention 1

v K| o
W, A W2

\7/r K)\ Q~)r

Xg X1 Xy 28



head. : Scaled Dot-Product Attention
e Self-attention :V =K =Q

(notation diverge du papier)

he‘adi

| \
sortie = Softmax (QK)V

s -
—> dot ¥ g
W,° » dot > %ﬁ
head, 1 L
T

K K
L 1 WY WY V\I/ v
1
e R \ \\ - -
Scaled Dot-Product
L _J

Attention 1
v K] Q
W, A W2

\7/r K)\ Q~)r

Xew3jos

Xg X1 Xy 29



head. : Scaled Dot-Product Attention
e Self-attention :V =K =Q

(notation diverge du papier)

he‘adi

| \
sortie = Softmax (QK)V

Ja,
—> dot ¥ X
W,° » dot > "§
head, 1 O C
T

K K
1 1
le le le
[ Scaled Dot-Product | !&
- Atter}tionl . } —
v k]«
W, A W2

\7/r K)\ Q~)r

Xew3jos

Xg X1 X5 30



Attention

Multi-Head Attention

t

Linear

3

Concat

r ¥

Scaled Dot-Product
Attention

I h

pl
L

[is

A

>

Ll

L

Linear

)

Linear

)

Linear

Y h

gy

ce qui est
intéressant

Lagaffe

comment
I’'adresser

type nom

je veux plus

cherche

un nom d’info sur ceci
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Avantages du self-attention

* Facilite a paralleliser le calcul

— RNN est fondamentalement séquentiel

* Longueur fixe du chemin dans le graphe
de calcul pour les dependances a longue-
portée
— plus de vanishing gradient

— RNN : longueur dépend du nombre
d’iterations

32



Multi-head attention

MultiHead(Q, K, V') = Concat(heady, ..., head;, )W
where head; = Attention(@Wf, K I/ViK , ?Wf) } notation diverge du papier

dmodel f
Linear | WO

hd,f

Concat

o} m

Scaled Dot-Product h=8
d . d . dmodel Attention MUltl-
k — Yv h . . —

d ph branche
A

Réduction de dimensionnalité , ; =8
linéaire : temps de calcul des SISl [l
tetes est le méme que pour 1 | —
téte sans projection  Omogel Gimoder Oimodel

oY)
LOR

notation diverge du papier {\7 33



256-din

° ° ° Y 4
Slmllarlte bottlenecks { 256, 1:(11 4 256, 1x1, 4 total 32 256,’1x‘l, 4
o= =% == —— = — = = — —paths — = = »— — —,
R N t ' 4,3x3,4 4,3x3,4 | ***+ | 4,3x3,4 |
aveC NeSINeX e W S | B33 ]
4,1x1, 256 4,1x1, 256 4,1x1, 256

Temps de calcul de h agregation __—»
A . . par somme
tetes sur dimension 1/h 256-d out
eqale
temps de calcul d’une
A . . . Linear
tete pleine dimension ~
Concat
1 ) )
[ Scaled Dot-Product | [ Scaled Dot-Product [ Scaled Dot-Product |
Attention 1 ) q Attention 2 ) q Attention h )

dimension
par facteur h

Linear Linear Linear Linear Linear Linear Linear Linear Linear

réduit { vl k] Q] vl k]l of - V] k| Q]

A 4 ~A 4 ~A A ;r A

vl k] @ Y S e ™

34



Architecture complete

Probabilites

t

[ Softmax |}

|  Linear |

A

e B
| Add & Norm Je=~

Feed
Forward
I
r 1 ~ | Add & Norm Je=
—{_Add & Norm | - Hoad
Feed Attention
Forward J) 3 J) N x
——
N | Add & Norm Je=
x | |
~>| Add & Norm | N ackod
Multi-Head Multi-Head
Attention Attention
At 2 At
o J \_ v,
Positional @—C Positional
. D & :
Encoding y Encoding
Input Qutput
Embedding Embedding
, T T [ ]
Entree x, ..., x;  Sortie
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Profondeur

6x2+6x3=30 «couches »

6X

\,

Probabilites

t

[ Softmax |}

|  Linear |

A

4 N
| Add & Norm J=~
Feed
Forward
I
e I ~ | Add & Norm J=~
> Add & Norm J T
Feed Attention
Forward J) 3 J)
——
| Add & Norm Je=
—>{_Add & Norm | asked
Multi-Head Multi-Head
Attention Attention
At 2 At
. _J
J \ J

Positional @_@
Encoding y

Input
Embedding

T

Entrée x, ..., X

Output
Embedding

T

Sortie

X6

o Positional
Encoding
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Architecture

Probabilites

t

(

Softmax

Linear

e B
| Add & Norm Je=~

oo fc+ RelLU + fc
orward
[ |
e 1 ~ | Add & Norm Je=
—(Add & Nom ) ——
Feed Attenti
fc+ ReLU + fc S . e;‘ '0”} '“\Nx\
N f (Add & Norm Je~ Style ResNet
X 1
~>| Add & Norm | Naskod /
Multi-Head Multi-Head =
StYle ReSNet —P Attention f:'ttIEHtiOﬂ
At 2 At
W J 4 v,
Positional Positional
Encoding ®_€.9 ¢ Encoding
Input Qutput
Embedding Embedding
Entree x, ..., x;  Sortie
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Repartition de l'attention
Probabilités

t

[ Softmax |}

|  Linear |

e B
| Add & Norm Je=~

Feed
Forward
|
s | A Add & Norm
P
—LAdd&Nom J | | |Gk read |
Feed | Attention |-ff--==--
Forward [ : Nx
2 __J & _____
Add & Norm  Jee=,
Nx Add & Norm ( \
. (T rTER ) ! ) I
Attention i Mutti-Head |t |3 MultiHead [t ||
N -4|__ Attention | Il Attention i- B
Input-Input A LA
W J \ >,
Positional @_@ Positional
Encoding y ¥ Encoding
Input Qutput
Embedding Embedding
] I
Entree x, ..., x;  Sortie

Attention
Input-Output

Attention
Output-Output
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Sequence-to-sequence

Vue encodeur-decodeur

Décodeur
RNN
Résume Sémantiqu\ec e o@| ~ | o™
X 1 I 1
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20 X)) I X N
I I I
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Encodeur
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Encodeur
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Probabilites

t

[ Softmax |}
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Linear

A

e B
| Add & Norm Je=~

Feed
Forward
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Multi-Head
Attention

} } t Nx
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Masked
Multi-Head Multi-Head
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Generation sequence de sortie O

° ° V4
Probabilités
|
[ Softmax |
|  Linear |
4 N
| Add & Norm J=~
Feed
Forward
I
e 1 ~ | Add & Norm Je=
> Add & Norm J T
Feed Attention
Forward J) 3 J) N x
\ J
Add & Norm
Nx I
~>| Add & Norm | N ackod
Multi-Head //multi—Head
Attention ( Attention
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. o1y "
Positional @—O o ko Positional
) - S = G_ .
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Generation sequence de sortie O

Probabilités — 4

?.
t cs%
[ Softmax |
|  Linear |
4 N
| Add & Norm J=~
Feed
Forward
I
e 1 ~ | Add & Norm Je=
~—| Add &_Norm ] Multi-Head
Feed Attention
Forward J) 3 J) N x
——
N | Add & Norm Je=
x | |
~>| Add & Norm | N ackod
Multi-Head /Aﬁulti—Head
Attention ( Attention
5 - -
W J & :@ v,

. o1y "
Positional @_@ e ¢ Positional
Encoding y 5| Encoding

n
Input |q  Output )
Embedding | © {Embedding Output produit
|

T T jusqueléll ¢/
1

Entrée xo, ce oy xT OO 01 02 e OT=.




Generation sequence de sortie O

° ° V4
Probabilités
|
[ Softmax |
|  Linear |
4 N
| Add & Norm J=~
Feed
Forward
I
e 1 ~ | Add & Norm Je=
~—| Add &_Norm ] Mult-Head
Feed Attention
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Add & Norm
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Encodage position sinus/cosinus

Embedding

-

Code de position

15 20
data index
* Perte de l'ordre car l'approche
est similaire a CBOW
(continuous bag-of-words)
* Additionne a I'embedding un

vecteur encodant les positions

5 10

PE(pos,%) — Sin(pos/looo()%/dmodel)
PE(pos,2i+1) = COS (p08/100002i/dm0del)

* Redonne un signal sur 'ordre
des mots

. ° V4
Probabilites
|
[ Softmax |
|  Linear |}
e ‘
. N
[ Add & Norm <=~
. | Feed
05 30 Forward
|
s I ~ | Add & Norm <=~
—(Add 8 Norm J Mult-Head
Feed Attention
Forward 7 JI) N x
| J~
Add & Norm
Nx I
~>| Add & Norm ) ackod
Multi-Head Multi-Head
Attention Attention
At At
— J " —)
Positiolnal ®_€ ¢ Positional
Encoding y Encoding
Input Qutput
Embedding Embedding
/ T T . 44
Entree x, ..., x;  Sortie



Resultats

Table 2: The Transformer achieves better BLEU scores than previous state-of-the-art models on the

English-to-German and English-to-French newstest2014 tests at a fraction of the training cost.

Mod BLEU Training Cost (FLOPs)
odel EN-DE EN-FR ~ EN-DE  EN-FR

ByteNet [18] 23.75

Deep-Att + PosUnk [39] 39.2 1.0 - 1020
GNMT + RL [38] 24.6 39.92 2.3-101°  1.4-.102%
ConvS2S [9] 25.16 40.46 0.6-10% 1.5-102°
MoE [32] 26.03 40.56 2.0-10¥ 1.2.102°
Deep-Att + PosUnk Ensemble [39] 40.4 8.0-1020
GNMT + RL Ensemble [38] 26.30 41.16 1.8-10%°  1.1-102%t
ConvS2S Ensemble [9] 26.36  41.29 7.7-1017  1.2.10%!
Transformer (base model) 27.3 38.1 3.3.10'8
Transformer (big) 28.4 41.8 2.3.101°
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